T.C.
KIRSEHIR AHI EVRAN UNIVERSITESI
FEN BIiLIMLERI ENSTITUSU
ILERI TEKNOLOJILER ANABILIiM DALI

OTO KODLAYICILAR VE GORUNTU ISLEME
TEKNIKLERI iLE BEYIN TUMORLERININ MR
GORUNTULERININ SINIFLANDIRILMASI

Ruaa Adil ABDULHUSSEIN

YUKSEK LiSANS TEZi

KIRSEHIR /2022



T.C.
KIRSEHIR AHI EVRAN UNIVERSITESI
FEN BIiLIMLERI ENSTITUSU
ILERI TEKNOLOJILER ANABILIiM DALI

OTO KODLAYICILAR VE GORUNTU ISLEME
TEKNIKLERI iLE BEYIN TUMORLERININ MR
GORUNTULERININ SINIFLANDIRILMASI

Ruaa Adil ABDULHUSSEIN

YUKSEK LiSANS TEZi

DANISMAN

Dr. Ogr. Uyesi Serkan KESER

KIRSEHIR /2022



TEZ BiLDiRiMi

Tez icindeki bltun bilgilerin etik davranig ve akademik kurallar ¢ercevesinde elde edilerek
sunuldugunu, ayrica tez yazim kurallarina uygun olarak hazirlanan bu c¢alismada bana ait

olmayan her tiirlii ifade bilginin kaynagina eksiksiz atif yapildigini bildiririm.

Ruaa Adil ABDULHUSSEIN



20.04.2016 tarihli Resmi Gazete’de yayimlanan Lisansiistii Egitim ve Ogretim Y dnetmeliginin
9/2 ve 22/2 maddeleri geregince; Bu Lisansiistii Teze, Kirsehir Ahi Evran Universitesi’nin
abonesi oldugu intihal yazilim programi kullanilarak Fen Bilimleri Enstitiisii’nilin belirlemis

oldugu olgiitlere uygun rapor alinmistir.



ONSOZ

Yiiksek lisansa baglamamda ve yiiksek lisans ders ve tez yazim siirecinde kendisini tanidigim
giinden bu yana gosterdigi sakin ve sabirlt hali ile her zaman bana 6rnek olmasinin yani sira bir
bilim adaminin nasil ¢alismasi gerektigini kendisinden 6grendigim degerli danismanim Dr.
Ogr. Uyesi Serkan KESER’e tesekkiir ederim. Calismalarim boyunca maddi manevi
destekleriyle beni hicbir zaman yalniz birakmayan, beni bugtnlere getiren aileme de sonsuz

tesekkiirler ederim.

Ocak, 2022 Ruaa Adil ABDULHUSSEIN



ICINDEKILER

Sayfa No
TEZ BILDIRIMI ......ooooiiiiiiiiii s ii
ONSOZ ...t 8RR iv
ICINDEKILER ..........coooiiiiiiiceeeeeteee ettt v
SEKIL LISTEST ...ttt ettt ettt ettt ettt ettt ettt ettt ettt enen s en s vii
TABLO LISTESL....ooviiiiiiiiiiiie s viii
SIMGE VE KISALTMA LISTESI ........cooooiiiiiiiniiieieccseesss s ix
(@ 4 = TSRS T TP TP ST PR TR X
ABSTRACT et Xi
O €4 § 23 1T 1
1.1, KAYNAK ARASTIRMASI .. ..ottt 1
1.2 CalISMANIN AIACE........oiiiiiiiiiiiie ittt e et e s sbeesbe e et e e sbeeebeesbeeebeesaeesnbeessneebeens 5
2. YAPAY ZEKA ..o 6
2.1, BiliSayarll @O i ..........cccooiviiiiiiiie e 6
2.1.1. MaKiNe OFBIeNIE. .............cccoovivviviiiiiiiieeiiseseiseee sttt st 7
2.1.1.1.  Egitim ve Test Veri Secimi............ccoooiiiiiiiiiiice e 7
2.1.1.2.  Egitim Veri Kiimesinde Cahstirillacak Algoritma Se¢imi .........................ccoc. 7
2.1.1.3.  Modeli Olusturmak icin Algoritmay1 Egitimde Kullanma...................c............ 8
2.1.14. Modeli kullanma ve gelistirme....................ccccoiviiiiiiiiinii 8
2.1.2. Denetimli OBIenIne ..............c.o..ooovueveeeieeieeeceeee et 8
2.1.2.1.  Yapay Sinir AZIart (YSA) ... 8
2.1.2.2.  Karar AGACIATrL..........ccoooiiiiiiiiiiieie e 9
2.1.2.3.  Destek Vektor MaKinesi (DVIM) .......cccoooiiiiiiiiiieeie s 10
2.1.24. K-en YaKin KOMSU.........ccooiiiiiiiiiiiii i 10
2.1.3. Denetimsiz OFIeNIe.................c.cocoevveiieiiieeieeceeseeee ettt es e s s 11
2.1.3.1.  K-Ortalama........coooiiiii s 11
2.1.3.2.  Yogunluga Dayali Kiimeleme.................cccooiiiiiiniiiiiii e 11
2.1.4. Derin OFBIeNIE .............c.coocvieiieieeieeese ettt 11
3. MATERYAL VE YONTEM ....cciiiiiiiciesiseetete ettt 13
3.1, Oto KodlaylCHar ...........cccooiiiiiiiiiic e 13
3.2, EVESIMI SINIE AGL...ooooiiiiiii e 15
3.2.1. Evrisim KatmMaAn..........ccoooiiiiiiiiiiiie it e e nnne e 16



3.2.2. Birlestirme Katmani ..............ccccoiiiiiiiiiiii e 16

3.2.3. Tam Baghi Katman.............ccooouiiiiiiiiiii e 17
3.2.4. Transfer Ogrenme YOntemIeri ................cccoooeveueieiiieeerciiieeceese e, 18
3240, AIBXINEL ... 18
3.24.2.  DenSeNnEL201 ..o s 19
3.3, Kullamlan Veri Tabani.............ccccooiiiiiiiiii 19
3.4. Onerilen Siiflayict AIGOritmalar...........cc.cccco.ovueiuiveeuerciieeeieceeee e, 20
3.4.1. ESA-Oto Kodlayict Hibrit Algoritmasi..............ccccoooiiiiiiiiiiiiiieee e 20
3.4.2. ESA-Karar Agaclart Aloritmast.............cccooeiiiiiiiiiiiiii e 23
3.4.3. ESA-Destek Vektor Makinesi Algoritmast.............ccccoooviiiiiiiiiiniiniic e 23
3.4.4. ESA-K En Yakin Komsu AlgOritmasl..............coooiiiiiiiiiiiiiiiiinc e 24
4. SONUGLAR ... 24
4.1. Dogrulama Teknigi (Validation Technique)................c.ccceiiiiiiniie 24
4.2. Karsikhik matrisi (Confusion MatriX) .........c.ccocooviiiiiiiiiiiniiiei e 24
4.3 Kullamlan Hibrit Algoritmalarin Sonuglary...............cccoooiiiii e 26
4.3.1 ESA-Karar Agaclart SONUGIATL..............cooiiiiiiiiiie e 26
4.3.2 ESA-Destek Vektor Makinalart (DVM) Sonuclart ..............ccooevviiiiiiiiiienennne 26
4.3.3. ESA-K En Yakin Komsu (ESA-KNN) Sonuglari..........cccccocvviiiniiiiiieniiie e 27
4.3.4. ESA- Oto Kodlayict Algoritma Sonuglari..............c.ccoooviiiiiiniiiinienec e 27
KAYNAKLAR L.t 33
L0 Z.€] 001\ 1 £ RRTTTTR 40

Vi



SEKIL LiSTESI

Sekil 2.1.
Sekil 2.2.
Sekil 3.1.
Sekil 3.2.
Sekil 3.3.
Sekil 3.4.
Sekil 3.5.
Sekil 3.6.
Sekil 3.7.
Sekil 3.8.
Sekil 3.9.
Sekil 4.1.
Sekil 4.2.
Sekil 4.3.
Sekil 4.4.
Sekil 4.5.
Sekil 4.6.
Sekil 4.7.

Sayfa No

YISA YAPIST 1ttt 9
Karar aZaglart YaPIST ...cciuvieiiiiiiiie et 10
Basit bir 0to kodlay1C1 a8 YapISI......cccueiiiiiiiiiiiciiic e 14
EVIISIMIT SINIT AGL.civiiiiiiiiiiiie e naee e 15
Evrigim Katmant OMMeSi ..........cccouueveviueiiieeieiieeeesee e, 16
Birlestirme Katmant OTMEGi........ccuviiiviiiiiieiiiie i nieee e 17
Tam baglt Katman YaPIST.......cueiiiiiiiieiieiiiie e 17
F N (S A\ (10 ) ) T PR P R UPRP 18
Densenet201 YapIST ...vveiveiiiiiiieiiieee et 19
ONETIlEN MELOL YAPISI...vcvvveveceieirereseeeete et ee ettt es s s te bt es st e et esseese bt s s seeeeas 20
Kullanilan oto kodlayict SInir @81 YaPIST ....eceerveeiiiieiieriisie e 21
KarmasiKIIK IMALIIST ....uveieiiiiire et s et e et e e et e e e e snaae e e s snnn e e e s snnaeeeas 25
Birinci Oto KOALAYICT....cuviviiiiiiiiiiie e 27
TKINCT Ot0 KOAIAYICL....cvvveveviiececeiieieieeeeeee et ettt ettt sttt eneeas 27
SOTIMAX Y APIST 1ttt b e 28
Iki Oto Kodlayici ve SoftMax Birlestirilmis Yapisi........cccooveveverererrecerererereeennnn, 28
ESA-Oto kodlayici ile elde edilen dogruluk sonuglart ..........ccoeeeeviiiiiinieniininnnne 28
Rastgele capraz gegerleme test SONUCIATT.........cocvieiiiiiiiiiiiiiie e 29

vii



TABLO LIiSTESI

Sayfa No
Tablo 3.1. Calismada kullanilan egitim ve test KUMEleri.........cccveruerieiieiesie e 19
Tablo 4.1. Karsilastirma tablOSU ..........coiviiiiiiiiiiiec ettt sbe e re e saee e e sbaesne e 28

viii



SIMGE VE KISALTMA LIiSTESI

Kisaltmalar

ESA
YSA
DVM
KNN
DO

TP

FP

FP

FN
ACC
TPR
SPC
YDK
TSA
KUSBA
SBM
DiA
MRI

Aciklama
Evrisimli Sinir Ag1
Yapay Sinir Aglart
Destek Vektor Makinesi
K Nearest Neighbor
Derin Ogrenme
Gercek Pozitif
Gercek Negatif
Yanlis Pozitif
Yanlig Negatif
Dogruluk
Duyarhilik
Ozgulluk

Yogunluga Dayali Kiimeleme

Tekrarlayan Sinir Aglart

Kisa-Uzun Siireli Bellek Aglari

Sinirl1 Bolmeli Makineler
Derin Inang aglari

Magnetic Resonance Imaging



OZET

YUKSEK LiSANS TEZI

OTO KODLAYICILAR VE GORUNTU iSLEME TEKNIKLERI iLE
BEYIN TUMORLERININ MR GORUNTULERININ
SINIFLANDIRILMASI

Ruaa Adil ABDULHUSSEIN

Kirsehir Ahi Evran Universitesi
Fen Bilimleri Enstitisi

fleri Teknolojiler Anabilim Dah
Damsman: Dr. Ogr. Uyesi Serkan KESER

Kanserler olustuklar1 yerden yayilabilir ve beyin tiimdrlerine neden olabilirler. Beyin timori
hastalarinin %40'indan fazlasinda beyin metastazinin gelistigi goriiliir. Manyetik Rezonans
Gorlntileme (MRI), beyin tiimorlerini teshis etmek igin en yaygin kullanilan tibbi goriintiileme
tekniklerinden biridir. Ancak tiimdr cinsinin tespiti genel olarak doktorlarin gérme duyulari ile
yapilir. Bu ¢aligmada ise beyin tiimorii ¢esidinin tespiti i¢in Evrisimsel Sinir Ag1 (ESA) -Karar
Agaglari, ESA-Destek Vektor Makineleri, ESA- K en Yakin Komsu ve ESA-Oto kodlayici
hibrit algoritmalarl kullanilmistir. Gelistirilen hibrit algoritmalarda ilk 6nce MRI goriintiilerine
Evrisimsel Sinir Ag1 (ESA) uygulanarak 6z nitelik katsayilar1 ¢ikarilir. Sonra elde edilen 6z
nitelik katsayilar1 kullanilan hibrit algoritmalar ile smiflandirilir. Gelistirilen ESA-Oto
kodlayic hibrit algoritmasi ile en yliksek dogruluk orani (%97,7) elde etmistir. Ayrica sirast ile
%75,9, %77,2 ve %79,4 dogruluk degerleri ESA-Karar Agaglari, ESA-Destek Vektor
Makineleri (ESA-DVM), ESA-K en Yakin Komsu (ESA- KEK) algoritmalari kullanilarak elde

edilmistir.

Anahtar Kelimeler: ESA, AlexNet, Oto kodlayici, Beyin tiimiirii, DVM, KEK.



ABSTRACT

MASTER THESIS

CLASSIFICATION OF MR IMAGES OF BRAIN TUMORS BY USING
AUTO ENCODERS AND IMAGE PROCESSING TECHNIQUES

Ruaa Adil ABDULHUSSEIN

Kirsehir Ahi Evran University
Science and Engineering Institute

Advanced Technologies Department
Supervisor: Asst. Prof. Dr. Serkan KESER

Cancers can spread from where they originated and cause brain tumors. More than 40% of brain
tumor patients develop brain metastases. Magnetic Resonance Imaging (MRI) is one of the
most widely used medical imaging techniques to diagnose brain tumors. However, the detection
of the tumor type is generally made by the eyesight of the doctors. In this study, Convolutional
Neural Network (CNN)-Decision Trees, CNN-Support Vector Machines, CNN-K Nearest
Neighbor and CNN-Autoencoder hybrid algorithms were used to detect brain tumor type. In
the developed hybrid algorithms, firstly, the feature coefficients are extracted by applying the
Convolutional Neural Network (CNN) to the MRI images. Then, the obtained feature
coefficients are classified by the hybrid algorithms used. The developed ESA-Autoencoder
hybrid algorithm achieved the highest accuracy rate (97.7%). In addition, 75.9%, 77.2% and
79.4% accuracy values were obtained using CNN-Decision Trees, CNN-Support Vector
Machines (CNN-SVM), CNN-K Nearest Neighbor algorithms (CNN-KNN), respectively.

Keywords: CNN, AlexNet, Autoencoder, Brain tumor, SVM, KNN.
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1. GIRIS

Teknolojik gelismeler her alanda oldugu gibi tip alaninda da yaygin olarak kullanilmaktadir
[1]. Glniimiizde bu teknolojinin gelismesiyle hastanelerde kullanilan cihazlar ve tedavi
yontemleri de gelistirilmektedir. Donanim ve yazilimda siirekli gelisim olmasi1 sayesinde
Onerilen goriintli isleme metotlar1 ile teshis ve tedavilerin daha profesyonel bir sekilde
uygulamast miumkin olmaktadir [2]. Boylece, insan hayatinin s6z konusu oldugu onemli

stireclerde daha kisa siirede daha etkili kararlar alinabilir.

Tip alaninda insan sagligi ile ilgili oldugu i¢in Ar-Ge ¢aligmalarinin olabildigince kapsamli ve
desteklenmesi Onemlidir. Ciinkii insan hayati, maddi varliklar ile Olgiilemeyecek kadar
degerlidir [3]. Erken teshis bir¢ok tedavide biiyiik 6nem tasimaktadir. Tedavi ertelendiginde
hastalik daha da ilerleyebilir ve tedavisi daha zor olabilir. Bazi durumlarda, geri doniisii
olmayan kayiplara neden olabilir. Bu nedenlerle doktora tani ve tedavide yardimci olmak igin
kullanilan veri ¢ikarma yontemlerine literatiirde sikca rastlanmaktadir. Pek ¢ok calismada timit

verici sonuglar elde edilmistir [4,5].

1.1. KAYNAK ARASTIRMASI

Bu tezde yapilan ¢alismaya benzer bir¢cok ¢alisma incelenmis ve detayl bir sekilde asagida

aciklanmustir.

Mircea Gurbina ve arkadaslari, normal beyin ve tiimorlii beyin (iyi huylu veya kot huylu)
arasinda ayrim yapmayi amaglamaktadir [6]. Metastatik bronkojenik karsinom tiimorleri,
glioblastoma ve sarkom gibi bazi beyin tlimorii tiirlerinin incelenmesi, beyin manyetik rezonans
goriintiileme  kullanilarak — gergeklestirilmistir. MRI  beyin timorlerinin  tespiti  ve
siniflandirilmasi, farkli dalgacik doniisiimleri ve destek vektor makineleri kullanilarak elde

edilmistir.

[7]’de T. A. Jemimma ve arkadaslari Watershed Dynamic Angle Projection - Convolution
Neural Network (WDAPP-CNN) kullanarak tiimér tespit tekniklerini 6nermistir. Su havzasi
algoritmasi, tiimor bolgesini segmentlere ayirir. Dinamik agi projeksiyon modeli, beynin
dokulu 6zelliklerini ¢ikarir ve evrigimli sinir agi, MRI beyin goriintiistiniin timorli ve timorsiiz

bolgelerini siniflandirir. Beyin goriintlisiindeki anormallik tespit edilir ve BRATS veri seti



aracilifiyla verimli bir sekilde test gergeklestirilir. Bu yontem %91,03 siniflama basarimina

sahiptir.

[8]’de Hein Tun Zaw, yayilan tiim kanserli dokulari igeren bir tliimor bolgesini dogru bir sekilde
tanimak i¢in Naive Bayes siniflandirmasini kullanmistir. Bu arastirmada beyin MR veri tabani,
on isleme, morfolojik islemler, piksel ¢ikarma, maksimum entropi esigi, istatistiksel 6zellik
cikarimi ve Naive Bayes smiflandirici tabanli tahmin algoritmasi kullanmistir. Bu yontemin
amaci, timor bdlgesini farkli beyin MRI goriinttlerinden tespit etmek ve tespit edilen bolgede
timor olup olmadigini tahmin etmektir. Diger yontemlerle karsilastirildiginda bu yontem,
beynin farkli bolgelerinde bulunan ve orta bolge de dahil olmak tizere (g6z hizasina gore hizali)
timori dogru bir sekilde tespit edebilmektedir. Bu durum yontemin dnemli bir avantajidir. 50
MRI goriintiisii tizerinde test edilen bu yontem %94 genel dogruluga, timor gorintilerinde

%81,25 dogruluga ve timor olmayan goriintilerde %100 dogruluga sahiptir.

[9]’da Onerilen sistemin amaci, beyin tiimérii goriintiilerini Evrisimsel Sinir Ag1 (ESA) ve
Destek Vektdr Makinesi (SVM) kullanarak tig alt tiire siniflandirmaktir. Bu beyin tumaor tarleri
Meningioma, Glioma ve Pituitary’dir. Hesaplamay1 azaltmak i¢in veri kiimesindeki
goruntulerin boyutu kigultilmustiir. Ayrica modeli saglam kilmak ve veri kiimesini artirmak
icin biraz tuzlu gurdltu eklenmistir. Performans karsilastirmasi Google Colab ve tensorflow

platformunda python dilinde yapilmistir.

[10]’da Arun Kumar ve arkadaslari, beyin tiimorii iceren MRI goriintiilerini ¢evrim i¢i veri
tabanina alip, ardindan 6zellik se¢imi i¢in Parcacik Siirli Optimizasyonu (PSO) algoritmasi
kullanilarak bir makine 6grenme modeli gelistirmislerdir. Daha sonra mevcut beyindeki timor

tiirtinti sin1flandirmak i¢in Destek Vektor Makinesi (DVM) siiflandiricisi kullanilir.

Adel Kermi ve arkadaglar1 [26], li¢ boyutlu manyetik rezonans goriintiilemede beyin ve standart
grubun benzerlik analizlerini kullanarak otomatik beyin kanseri segmentasyon proseddrin
onermistir. Giiriiltiiyli gidermek i¢in fotografin 6n islemesi yapilmistir. Simetri analizi teknigi
etkili ve denetimsizdir. Bu teknik kullanilarak tiimoérlerin tespiti otomatik olarak yapilir.
Timoriin seklini ve hacmini her durumda sinirlarini tespit etmek i¢in jeodezik seviye seti
tabanli 3 boyutlu deforme olabilir model uygulanir. Tiimorleri tespit etmek ve segmentlere
ayirmak ic¢in ortalama hesaplama siiresi yaklagik bes dakikadir. Elde edilen dogruluk ve

duyarlilik sirasiyla %38,04 ve %89,01 bulunmustur.



V. Anitha, S. Murugavalli [27] gelistirdikleri bir algoritma ile acik ve sistematik inceleme
teknigini sunmustur. Onerilen algoritmada &zellik ¢ikarimi Ayrik Dalgacik Déniisiimii (ADD)
uygulandiktan sonra elde edilir. Bu 6zellik vektorleri ve filtre faktorleri daha sonra KNN
tarafindan Ogrenilir ve test prosediirii ¢ift fazda yapilir. Bu yontem geleneksel siiflandirma
yontemlerinden daha iyi performansa sahiptir. Elde edilen sonu¢ DVM tabanli siniflandirma
teknigine gore ustlinliik gosterir. Sonuglar calismanin goriintii siniflandirma igin tibbi
goriintiileme uygulamasina ve ayrica bilgisayar destekli tanimaya dahil edilebilecegini gosterir.

Bu calismada dogruluk orani %85 ve hassasiyet ise %100 elde edilmistir.

Parveen ve litpalsingh [28], manyetik rezonans goriintiilleme fotograflarinin siniflandirilmasi
icin veri madenciligi teknikleri 6nermistir. Siniflandirma dort agsamada gergeklestirilir. Bunlar
on isleme, boliimleme, nitelik ¢ikarma ve siniflandirmadir. Ik asamada, hiz ve dogrulugu
artirmak i¢in iyilestirme ve kafatasi segmentasyonu yapilir. Segmentasyon asamasinda bir
bulanik kiime teknigi uygulanir. Manyetik rezonans goriintiileme fotograf ozelliklerinin
cikarilmasi, gri seviyeli bir matris kullanilarak gerceklestirilir. Son asama, goriintiileri
smiflandirmak icin DVM uygulanir. Bu c¢alismanin nihai sonuglari, MRI goriintii
siiflandirmaya gore yiiksek derecede dogruluk ve verimlilik sergilemistir. Dogruluk %91,24

olarak belirlenmistir.

Daniele Ravi ve arkadaglari, operatif marj taniminin ayrintili bir yapisal haritasini elde etmek
icin yeni bir boyut azaltma ve isleme yontemi Onermektedir [29]. Bu yontem iki asamada
yapilir. i1k olarak Semantik Texton Forest kullanilarak semantik boliitleme yontemi ile akan T
dagilimli stokastik komsu islemi yapilir. Son olarak ise doku siniflandirmasi yapilir. Calismada

elde edilen dogruluk ve hassasiyet sirasiyla %81,90 ve %80,91 olmustur.

Lamia Salemi ve arkadaslar1 Glioblastoma modellemesi i¢in yeni bir algoritma sunmustur [30].
Cikarilan tiimdr bolgesi, global piksel bilgisine dayali hizli yayilma eslestirmesi ile uygulanarak
yapilir. Yeni algoritma, zaman i¢inde kanser gelisimini degerlendirmek i¢in hizli bir teknik
kullanmaktadir. Bu yontem, her goriintii i¢in 0,5 saniyeden daha az optimize edilmis bir calisma
stiresine sahiptir ve uzun egitim gerektirmez. Glioblastoma, saglikli hiicrelere kiyasla farkli bir
gri seviye sunar. Bu bilgi, beyin goriintiisiinii iki bolgeye bélmek i¢in kullanilir. Glioblastomlu
bolgeler daha sonra yogunluk seviyelerine dayali olarak tahmin edilen modelle eslestirilir.
Onerilen sistem, tiimorleri gercek zamanli olarak cikarir ve daha sonra biiyiime tahminide

gergeklestirilir. Bu calismada %89,74 dogruluk degeri elde edilmistir.



Mukambika ve Uma, MRI Goriintiisiiniin 4 asamada islendigi asamalari1 6nermistir [31]. Bunlar
on isleme, segmentasyon, driintii ¢tkarma ve driintii tanima asamalaridir. On isleme asamasinda
cift esikleme prosediirii uygulanarak kafatas1 MRI goriintiisiinden cikarilir. ilk ydntem,
manyetik rezonans gorintileme beyin resimlerinden beyin kanserini kesmek icin aktif bir
konturlu parametrik olmayan deforme olabilen modeller kullanilarak olusturulmustur. Ikinci
yontem, K-ortalama kiimeleme teknigidir. Segmentasyonun yaninda iki asamali bir karar verme
saglanir. Ik asamada 6zellik ¢ikarimi icin uygulanan ayrik dalgacik doniisiimii ve "Gri Diizey
Birlikte Olusum Matrisi ve son olarakta, siniflandirma asamasinda kullanilan Destek Vektor
Makinesi (DVM) kullanilir. MRI beyin tiimorii goriintiilerinin veri seti, farkli hastalarin T2
agirlikli 17 iyi huylu ve 24 koéti huylu timor goriintiistinii igerir. Duzey seti ve K ortalama
segmentasyonuna sahip DVM, normal beyin, iyi huylu veya kétl huylu tiimér olarak gorintiy
sirasiyla %94,12 ve %82,35 dogrulukla siniflandirir.

K. Sudharani ve arkadaslarmin onerdigi metot Histogram, Yeniden Ornekleme, K-NN
Algoritmasi, Mesafe Matrisi gibi yontemler kullanir [32]. Ik olarak histogram belirli bir
goruntideki piksel dagilim miktarint saglar. Uygun geometrik gosterim igin resim 629x839'a
yeniden boyutlandirilir. K parametresi ayarlandiktan sonra uygulanan KNN algoritmasi ile
beyin timori smiflandirilir. Siniflandirmak icin Manhattan mesafe olgiitii uygulanmigtir.
Algoritmay1 test etmek i¢in kullanilan veri seti 48 goriintli igermektedir. Test edilen tiim

goriintiiler i¢in siniflandirma orani1 %95’tir.

Rasel Ahmed ve arkadaslari, Yapay Sinir Ag1 (YSA) kullanarak goriintii 6n isleme, boliitleme,
0z nitelik ¢ikarma, DVM siiflamasi ve tiimor evresi siniflandirmasi gibi asamalari igeren bir
yontem Onermistir [33]. Bu calismada segmentasyon, K-ortalamalar ve Bulanik c-ortalamalarin
hibrit algoritmas olan bir algoritma uygulanmustir. Ozellik ¢ikarimi igin birinci mertebeden
istatistik ozellikler ve Ikinci mertebe bolge 6zelligine dayali istatistik 6zellikler tiiretilir. Daha
sonra DVM, beyin MRI resimlerini saglikli veya kanserli olarak siniflandirir. Beyin timorii
evresi, ANN smiflandiricist tarafindan smiflandirilir. Onerilen yontem %97,7 smiflama

basarimina ulagmaistir.



1.2. Cahismanin Amaci

Giliniimiizde dogal olmayan gidalar ve yanlis beslenme yiiziinden pek ¢ok kanser tiirii olugsmakta
ve insan hayatin1 tehdit etmektedir. Bu kanser tiirlerinin bazilar1 as1 ya da ilaglar ile erken
evrelerde tedavi edilebilmektedir. Beyin tiimorleri de beyin i¢inde olusan ve insan hayatini zora
sokan onemli bir hastaliktir. Bu hastalik her yil yiizbinlerce insanin 6liimiine sebep olmaktadir.
Bu hastaligin erken evrede tespit edilmesi hastaligin tedavisi i¢in en 6nemli etkenlerden biridir.
Bir diger etken ise beyin tiimdriiniin tespitinden bagka tiimdr cinsinin dogru tespit edilmesidir.
Yanlis tespit yanlis tedavi yontemlerine ve hastanin sagliginin daha da koétiilesmesine sebep
olabilir. Goriintii isleme iceren MR goriintiilerinden tiimor tespiti ¢alismalart son yillarda biiyiik
ilerlemeler saglamistir. Bu sayede yiiksek dogruluklu tiimor tespiti ile hem doktor hem de hasta

icin pek ¢ok avantaj olusmaktadir.

Bu c¢aligmada 3 ¢esit tiimoriin ve timor olmamasi durumunun tespitini yapan Evrisimsel Sinir
Ag1 ile K-en Yakin Komsu, Karar Agaclari, Destek Vektor Makineleri ve Oto Kodlayicilart
temel alan hibrit smiflayicilar gergeklestirilmistir. Sonuglar incelendiginde ve kullanilan
goriintii veri tabani bilytlikliigli de dikkate alindiginda Evrisimsel Sinir Ag1 ve Oto Kodlayicilar
kullanarak elde edilen siniflama basarimimin ¢ok yiiksek oldugu goriilmiistiir. Bu sonuclar
Evrisimsel Sinir Ag1-Oto Kodlayici algoritmasinin gercek hayatta da tiimor siniflandirmada

kullanilabilecegini gostermistir.



2. YAPAY ZEKA

"Yapay zeka" terimi ilk kez 1956'da ortaya c¢ikti. Yapay zeka, artan miktarda veri, gelismis
algoritmalar, bilgi isleme ve depolama kapasitesindeki gelismeler nedeniyle giinimuzde daha
popller hale gelmistir. 1950'lerde ilk yapay zeka calismasi problem ¢dzme ve sembolik
yontemler gibi konulara odaklandi. 1960'larda ABD Savunma Bakanligi bu tiir yapay zeka
stirecleri ile ilgilenmeye baslad1 ve bilgisayarlara temel insan mantigin1 taklit etmeyi 6gretmeye
basladi. Ornegin, ABD Savunma Bakanligi Ileri Arastirma Projeleri Ajansi (DARPA)
1970'lerde sokak haritast projelerini tamamladi. Bu c¢alismalar, insan yeteneklerini
tamamlamak ve gelistirmek i¢in tasarlanabilen karar destek sistemleri ve akilli arama sistemleri
dahil olmak iizere, bugiin bilgisayarlarda gordiigiimiiz otomasyon ve bigimsel muhakemenin
yolunu agmistir. GUniimiizde de yapay zeka saglik, ekonomi, askeri pek ¢ok alanda birgok 6zel

fayda saglayacak sekilde gelismektedir [11].

Son zamanlarda yapay zeka teknikleri, saglik hizmetlerinde biiyiik ilerlemeler saglanmasina
katkilar sagladi. Gelecekte yapay zekanin hekimlerin daha 1yi klinik kararlar vermelerine ve
hatta saglik hizmetinin belirli islevsel alanlarinda (6rnegin radyoloji) insan yargisinin yerini
almalarina yardimci olabilecegi diisiiniilityor. Saglik hizmeti verilerinin artan kullanilabilirligi
ve biiyiik veri analiz yontemlerinin hizli gelisimi, saglik hizmetlerinde yapay zekanin son

zamanlardaki basarili uygulamalarini miimkiin kilmistir [12].

2.1. Bilgisayarh gorii

Bilgisayarli gorii, dis diinyada goriilebilen nesnelerin yorumlandig1 ve anlasildig1 yapay zeka
dalidir. Uzun zamandir yapay zeka ile iliskilendirilmesine ve bir alt dal olarak goriilmesine

ragmen, bazi alanlarda giderek 6nemli hale gelmektedir.

Bilgisayarlt gorii icin ilk olarak 1966 yilinda Seymour Papert ve Marvin Minsky tarafindan
yazilan Yaz Vizyonu Projesi ile nesneleri tanimlayan bir sistem olarak olusturulmustur [51].
Bir sonraki ¢alisma, Kunihiko Fukushima'nin 1979'da 6nemli bir yer tutan bilgisayarli gérme
sistemi Onerisiyle gergeklestirilmistir [52]. Son zamanlarda basariyla uygulanan Evrisimsel
Sinir Aglar1 (ESA), Neocognitron'dan esinlenerek gelistirilmistir [53]. Derin 6grenmede
basarili sonuglar, 6zellikle de ESA'in ImagetNet goriintii tanima yarismasinin bir pargasi olarak

gelistirdigi AlexNet'in parlak zaferi ile gozleri bilgisayarh goriiye ¢evirmistir [13].



Bilgisayarla gorii i¢in, ii¢ temel siire¢ vardir. Bunlar goriintiiyii elde etme, goriintiiyii isleme ve
goriintiiyii anlamadir. Bilgisayarli gorii tiirleri ise goriintii boliitleme, nesne tanima, yiiz tanima,
kenar tanima, Orlintii tanima, goriintli siniflandirma ve o6zellik islemedir. Gergek diinyada
bilgisayarl1 gorii uygulamalar1 bir¢ok yerde kullanilir. Facebook'ta yliz tanima, askeri alanda
hedef tanima, ulasim, Tesla-google gibi sirketlerde kullanilan siiriiciisiiz araglar, giivenlik
uygulamalarinda yiiz tanima teknolojisi ve modern perakende magazalarinda otomatik 6deme
islemleri bunlara 6rnek gosterilebilir. Bilgisayarli gorii i¢cin onceki ¢alismalarda birden fazla
yapay zeka teknikleri kullanilmistir. Bu teknikler genel olarak ti¢ce ayirilir. Bunlar denetimli

O0grenme, denetimsiz 6grenme ve derin 6grenmedir.

2.1.1. Makine Ogrenme

Makine 6grenimi, verilerden 6grenen ve kodlama olmadan zaman i¢inde dogrulugu artiran
uygulamalar olusturmaya odaklanan bir yapay zeka dalidir. Veri biliminde bir algoritma,
istatistiksel islem adimlarmin bir dizisidir. Makine 6greniminde algoritmalar, yeni verilere
dayali kararlar ve tahminler yapmak igin buyik miktardaki verileri kullanarak egitim
gerceklestirirler. Algoritma ne kadar iyi olursa, daha fazla veri isledik¢e kararlar ve tahminler
o kadar dogru olur. Bir makine 6grenimi uygulamasi (veya modeli) olusturmanin dort temel
adim1 vardir. Bunlar tipik olarak, modelin gelistirilmekte oldugu is profesyonelleri ile yakin

calisan veri bilimcileri tarafindan gerceklestirilir [14]

2.1.1.1. Egitim ve Test Veri Secimi

Egitim verileri, makine 68renimi modelinin problemi ¢6zmek i¢in kullanacag: verileri temsil
eden bir veri kiimesidir. Bazi durumlarda egitim verileri modelin tanimlamasi gereken
ozellikleri ve siiflandirmalart belirtmek icin "etiketlenir". Diger veriler etiketlenmemistir ve

modelin bu 6zellikleri ¢ikarmasi ve kendi basina siniflandirmasi gerekir.

2.1.1.2. Egitim Veri Kiimesinde Calistirillacak Algoritma Segimi

Kullanilacak algoritma bir dizi istatistiksel islem adimidir. Algoritma tiirdi, egitim veri setindeki

veri tiirtine (etiketli veya etiketsiz), miktarina ve ¢dziilecek problemin tiiriine baglidir.



2.1.1.3. Modeli Olusturmak Icin Algoritmay: Egitimde Kullanma

Algoritmay1 egitmek yinelemeli bir siirectir. Bu siire¢ algoritma araciligiyla degiskenleri
calistirmay1, iretilen sonuclarla karsilastirmayi, algoritma igindeki agirliklari, etiketleri
ayarlamay1 ve daha dogru bir sonug verebilecek degiskenleri algoritmada tekrar calistirmay1
icerir.

2.1.1.4. Modeli kullanma ve gelistirme

Son adim modeli yeni verilerle zaman icinde dogrulugu ve etkinligi iyilestirmek igin

kullanmaktir. Yeni veriler ¢oziilecek probleme gore secilmelidir

2.1.2. Denetimli Ogrenme

Denetimli makine 6grenmede bir sistem etiketlenmis verilerle egitilir. Etiketler her veri
noktasini "X" veya "Y" gibi bir veya daha fazla grup halinde siniflandirir. Sistem egitim verileri
ad1 verilen bu verilerin nasil yapilandirildigin1 6grenir. Yeni veri kategorilerini veya “test"”

verilerini tahmin etmek igin egitim sonucunda elde edilen bilgiler kullanilir [15].

2.1.2.1. Yapay Sinir Aglar:1 (YSA)

Yapay Sinir Aglar1 (YSA), yapay zeka tekniklerinden biridir. YSA insan beyninin yeteneklerini
yardim almadan gerceklestirmeyi amaclayan bilgisayar sistemleridir. Bu sistemleri

programlarken geleneksel yontemler genellikle yeterli olmaz.

Aslinda yapay sinir aglar tasarlanirken insanlarda ve hayvanlardaki biyolojik sinir agindan
esinlenilmistir. Insan beynindeki noronlarin bilgiyi iletmesi icin elektriksel sinyaller bir
ndrondan digerine iletilir. Iletilen sinyaller beyinde (hafizada) depolanabilir. Baska bir deyisle,
bilgisayarin depolama i¢in kullandigi bellek, biyolojik sistemdeki beyni taklit eder. Hedefler
aynidir, ancak kullanilan mekanizma farklidir. Kisaca YSA, zamanlamasi zor olaylar i¢in

gelistirilmis, veri islemeyle ilgilenen bir bilgisayar bilimi algoritmasi olarak kabul edilir [16].
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Sekil 2.1. YSA yapisi

2.1.2.2. Karar Agaclart

Karar agaclar1 siniflandirma veya regresyon analizi amaciyla verileri tutarli kiimelere bolmeyi
amaglayan denetimli 6grenme modelleridir. Karar agaci varsayilan olarak dongiiseldir ve bir
kok digiim, yaprak diigiimler, dahili diiglimler ve kenarlardan olusur. Kok diiglim, agacin
baglangicini, yaprak diigiimleri sonucu veya siif etiketini temsil eden agacin sonunu belirtir.
Dahili diigiim, her diiglimdeki verileri bolmek i¢in kullanilan degiskenle ilgili ayritilart
depolar. Kenarlar, diigiimler arasindaki baglantilardir ve boliimlerle ilgili ayrintilar igerir. Bir
kaydin sonucu, aga¢ boyunca kok diigiimden yaprak diiglime bilgi islenerek elde edilir [50].
Eksik verileri tahmin etme gorevini gergeklestirmek icin karar agaclarinin kullanilmasi, eksik
veri girisleri olan her degisken i¢in bir aga¢ olusturmay gerektirir. Bu degisken, giris degiskeni
kiimesinin pargasi olan gercek sinif etiketi olarak kabul edilir. Agac olusturma, bilinen sinif
etiketlerine sahip kayitlar kullanilarak yapilir ve eksik veri girislerine gore karsilik gelen bir

agac olusturulur [17].
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Sekil 2.2. Karar agaglar1 yapist

2.1.2.3. Destek Vektor Makinesi (DVM)

DVM giinlimiizde en yaygin olarak kullanilan makine 6grenimi teknigine dayali siniflandirma
teknigidir. Istatistiksel 6grenme teorisine dayanmaktadir ve 1995 yilinda Vapnik tarafindan
gelistirilmistir [47]. Bu teknigin temel amaci, dogrusal olmayan ayrilabilir 6rnekleri farkl
tirlerde c¢ekirdek fonksiyonlar1 kullanarak bagka bir yiiksek boyutlu alana yansitmaktir. Son
yillarda, o6zellikle DVM 'nin artan popiilaritesi nedeniyle c¢ekirdek yontemler biiytik ilgi
gormektedir. DVM 'de genel olarak dogrusal, polinom ve radyal tabanli ¢ekirdek islevleri genel
olarak kullanilir [20].

2.1.2.4. K-en Yakin Komsu

K en yakin komsu mevcut tiim durumlari saklayan ve yeni durumlari bir benzerlik 6l¢itiine,
ornegin mesafe ol¢itlerine gore simiflandiran basit bir algoritmadir [48]. KNN, 1970'lerin
basinda parametrik olmayan bir teknik olarak istatistiksel tahmin ve Oriintii tanimada
kullanilmistir. KNN algoritmast hem siniflandirma hem de regresyon problemlerini ¢6zmek

icin kullanilabilen basit, uygulamasi kolay denetimli bir makine 6grenme algoritmasidir [21].
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2.1.3. Denetimsiz Ogrenme

Denetimsiz 6grenme etiketsiz 6grenmedir. Bu yontemde, gruplar olusturarak ve bu gruplara
veri atayarak birbirine cok az benzeyen veri noktalarmin &zelliklerini belirlemeyi
hedeflemektedir [18].

2.1.3.1. K-ortalama

K-ortalama ile kimeleme, en basit ve popiiler denetimsiz makine 6grenimi algoritmalarindan
biridir. Tipik olarak denetimsiz algoritmalar bilinen veya etiketli sonuglara atifta bulunmadan
yalnizca girdi vektorlerini kullanarak veri kiimelerinden ¢ikarimlar yapar. Ogrenme verilerini
islemek i¢in, veri madenciligindeki K-ortalamali algoritma her kiime i¢in baslangi¢c noktalar
olarak rastgele secilmis merkezlerle isleme baslar ve ardindan merkezlerin konumlarini
optimize etmek icin yinelemeli hesaplamalar yapar. Ana fikir, her kiime icin bir tane olmak
tizere k merkezi tanimlamaktir. Bu merkezler akilli bir sekilde yerlestirilmelidir, ¢ilinkii farkli
konumlar farkli sonuglara neden olur. Bu nedenle, daha iyi bir se¢im, onlar1 birbirinden

miimkiin oldugunca uzaga yerlestirmektir [19].

2.1.3.2. Yogunluga Dayali Kiimeleme

Yogunluga Dayali Kiimeleme (YDK), bir veri alanindaki kiimenin yiiksek nokta yogunluguna
sahip bitisik bir bolge oldugu fikrine dayanarak verilerdeki farkli kiimeleri tanimlayan
denetimsiz 6grenme yoOntemlerini ifade eder. Diisiik nokta yogunluguna sahip ayirma

bolgelerindeki veri noktalar tipik olarak giiriiltii degerleri olarak kabul edilir [49].

2.1.4. Derin Ogrenme

Makine 6greniminin bir alt alan1 olan derin 6grenme, bilgi islem giiclinlin dnemli 6l¢iide artmasi
ve yeni biiylik veri setlerinin her gecen giin artmasi nedeniyle son yillarda popiilerlik
kazanmistir. Derin 6grenme alani, goriintii siniflandirma, nesne algilama, konugma tanima, dil
cevirisi, dogal dil isleme ve oyun gibi cesitli karmagsik gorevlerde devrim niteliginde
performans sergilemeye devam etmektedir [54]. Derin 6grenme modellerinin grafik igleme
birimi {iizerinde c¢alisabilme yetenegi, biiyiilk veri setlerini modelleme agisindan bir¢ok
geleneksel makine 6grenimi yaklasimindan daha iyi performans gostermelerine izin vermistir.
Derin 6grenme sistemleri, girdi olarak birden ¢ok veri tiiriinii kabul edebilmektedir. Bu durum
ayni tiir veriler i¢in 6zellikle 6nemlidir [22]. Mevcut derin 6grenme algoritmalarinin ¢ogu, bir

kayip islevini en aza indirirken egitim verilerinden agirliklarin ve sapma (bias) degerinin
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Ogrenildigi denetimli 6grenme gerceklestiren bir yapay sinir ag1 kullanir (6rnegin, kok ortalama

kare hatasi, ¢apraz entropi vb.).

Egitim sirasinda her agirligin ve sapma degerinin bir fonksiyonu olarak kayip fonksiyonunun
gradyenlerini hesaplamak i¢in geri yayilma algoritmasi kullanilir. Bu gradyenler daha sonra
agirliklart  ve egilimleri gradyenin ters yOniinde giincellemek i¢in optimizasyon
algoritmalarinda kullanilir. Farkli egitim 6rneklerinde agirliklar: ve sapma degerinin birden ¢ok
kez giincellemek, sonunda uygun sekilde egitilmis bir sinir ag1 olusturacaktir [23]. Derin sinir
aglarinin tiirleri arasinda ESA, Tekrarlayan Sinir Aglari (TSA), Kisa-Uzun Sureli Bellek Aglar
(KUSBA), Sinirli Bélmeli Makineler (SBM) ve Derin Inang aglar1 (DIA) bulunur.

Evrisimli Sinir Aglar1 (ESA) derin 6grenme mimarisi, tibbi goriintiilerin ve video verilerinin
islenmesinde siklikla kullanilir. ESA'larin 6nemli bilesenleri, evrisimli katmanlar, maksimum
toplama katmanlar1 ve tam baglanti katmanlaridir. Giris katmaninin formati, giris verileriyle
ayni olmalidir. Cikt1 katmaninin bi¢imi, egitim verileriyle ayni olmalidir [24]. Son zamanlarda
ESA, birgok tibbi goriintii isleme ve tanima uygulamalarinda kullanilmistir. Bu ¢aligsmalarin

cogunda verimli ve iyi sonu¢lar bulunmustur.
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3. MATERYAL VE YONTEM

3.1. Oto Kodlayicilar

Oto kodlayicilar, denetimsiz 6grenme metodu olan yapay sinir aglarinin bir ¢esididir. Oto
kodlayicilar uzun bir siiredir bilinmesine karsin uygulamalarinin hayata gegmesi 1980’1 yillar1
bulmustur [39]. Bu sinir agini diger sinir ag1 ¢esitlerinden ayiran kisim verilerin oncelikle gizli
katmanlarda sikistirilip ardindan sikistirilan veriler kullanilarak, giris verisinin elde edilmeye
calisilmasidir [40]. Bunun en temel amaci, veriler igerisinde bulunan 6zniteliklerin ortaya
cikartilarak verinin yeniden elde edilebileceginin gosterilmesidir. Ozniteliklerin ortaya
cikarilmasi agsamasi gizli katmanlarda en diisiik boyuttaki veri iceren katmanda gergeklestirilir.
Bu 6zellik kullanilarak oto kodlayicilarin veriler igerisinde bulunan 6znitelik vektorlerini

bulmalarina dair ¢aligmalar mevcuttur [41,42].

Bir verinin 6z niteliklerin bulunmasinin sinir aglarinin egitilmesi konusunda olduk¢a 6nemli
bir durum oldugu ka¢inilmaz bir gercektir. Bir ag1 egitmek icin kullanilacak olan verinin bir
baska ag tarafindan iiretilmesi bu konsept kullanilarak gergeklestirilebilir. Oto kodlayicilarin
verileri tekrar olustururken giris verisinin igerisinde bulunan herhangi bir diizeni olmayan
gurultd sinyallerini tekrar olusturmamasi beklenmektedir [43]. Bu 6zellikten otiirii farkli bir
kullanim alan1t olarak wverilerin giiriiltiiden ayrigtirllmast konusunda da kullanilmasi

diistiniilebilir.

En basit oto kodlayict yapist ¢ok katmanli perceptron mimarisine benzemektedir. Bir oto
kodlayicinin igerisinde bir girig katmani, bir veya birden fazla gizli katman ve bir ¢ikis katmani
bulunmaktadir. Giris ve ¢ikis katmanlarinin boyutlar: esit olmak zorundadir. Egitim yapilirken
verilen girig verilerine karsilik herhangi bir ¢ikis isareti verilmediginden Otiirii denetimsiz

o0grenme metodu olarak degerlendirilmektedir.

Oto kodlayicilar kendi yapay sinir aglarinin igerisinde iki farkli yap1 bulundururlar. Bu yapilar
kodlayici (encoder) ve ¢oziicii (decoder) isimlerini almaktadirlar. Bu yapilarin gorevlerini
aciklamak gerekirse kodlayict kisminda bulunan sinir agi, giris verisini ¢0ziictinlin tekrar
olusturmaya yetecek kadar 6grenmeye izin verecek sekilde boyutunu diistirerek bir 6znitelik
cikartilmasini saglamakla gorevlidir. Coziicli kisimda bulunan sinir ag1 ise kodlayici tarafindan
cikartilan 6zniteliklerin boyutlarinin biiytitiilerek giris verisini tekrar olusturmak ile gorevlidir.

Bu iki yap1 arasinda kalan 6znitelikler bir¢ok farkli uygulamada kullanilmaktadir [44,45,46].
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Oto kodlayicilarin bir¢ok ¢esidi mevcuttur. Bunlar diizenlenmis oto kodlayicilar (regularized
autoencoders) ve varyasyonel oto kodlayicilar (variational autoencoders) olarak iki ana baslikta
incelenebilir [36]. Oto kodlayicilar, ¢ikti olarak giris verisini elde etmeye calistiklarindan 6tiiri,
her zaman veriyi giristen ¢ikisa tasimaya ¢alisan bir kopya diizenegi olusturmaya c¢alisirlar. Oto
kodlayicilarin kopya ¢ekmesini Onlemek adina yapilmis calismalar diizenlenmis oto
kodlayicilar olarak adlandirilmistir. Bu diizenlenmis oto kodlayicilara 6rnek olarak giiriiltii
azaltic1 oto kodlayicilar (Denoising autoencoders/DAE) ve kopyasiz oto kodlayicilar (No
peaking autoencoders) verilebilirler. Bu modellerde kopya ¢ekilmenin engellenmesi adina
farkli yaklasimlar denenmis ve basarili sonuglara ulagilmigtir. Diizenlenmis oto kodlayicilara
son bir 6rnek olarak seyrek oto kodlayicilar (sparse autoencoders) verilebilir [25]. Asagidaki

Sekil 3.1’de basit bir oto kodlayici ag yapisi verilmistir [59].

Giris Katmani Cikis Katmani

Sekil 3.1. Basit bir oto kodlayici ag yapist

Denetimsiz bir 6grenme algoritmasi olarak, bir oto kodlayict ag lic katmandan olusur. Bunlar
giris katmani, gizli katman ve ¢ikis katmanidir [59]. Bir oto kodlayici, gizli katmanin en iyi
ifadesini ¢ikarmak i¢in yeniden yapilandirma hatasini en aza indirerek c¢ikis katmaninin
degerlerini giris katman1 degerlerine esit yapar. Oto kodlayici ag tabanli veri isleme, kodlama

ve kod ¢6zme olarak iki adimdan olusur.

[k adimda giris verisi x = [x(l)x(z) x(m)] giris katmanindan gizli (ara) katmana ‘kodlanir’

ve y 6zellik vektorii elde edilir. Bu islem denklem 3.1°de verilmistir.
y=f(x)=SWx+b) (3.2)
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Burada y = [y®y@ ... y<m>]T gizli katmanda olusan kodlanmis ozellik degerini temsil
etmektedir. Siras1 ile m ve n giris ve gizli katmanlarin diiglimlerinin sayisidir. W bir agirlik
matrisi ve b bias vektdrtdur. S(x) ise sigmoid fonksiyonudur ve S(x) = 1/(1 + e™*) degerine

sahiptir.

Ikinci adim olarak kodlama sonucu gizli katmanda elde edilen y vektérleri icin ‘kod ¢ézme’

islemi yapilarak ¢ikis katmaninda z 6zellik vektorii elde edilir.

z=gx)=SWTy +b") (3.2)

Burada z = [z(Wz® ... z(m)]T kod ¢6zme ile yeniden elde edilen vektordiir ve b’ sapma (bias)

vektorudar.

3.2. Evrisimli Sinir Ag1

Evrisimli sinir ag1 (ESA), goriintiiler ve videolar gibi matristen (¢ok boyutlu dizilerden) olusan
verilerle kullanilmak icin ilk olarak 1980'lerin sonunda tanitilmistir. Ardindan ESA, nesne
algilama, tanima ve smiflandirma gibi bilgisayarla gorme ile ilgili sorunlarda biiyiik basari
gostermistir. ESA, o6zellikleri ¢ikarmak i¢in ¢oklu evrisimli katmanlarin ve havuzlamanin
kullanildig1 ve her katmanin ¢iktisinin bir sonraki katmana baglandigi, yiiksek oOzelliklerin
¢ikarilmasi i¢in kullanilan iki ana islev olan evrisimli katman ve havuzlamadan olugsmaktadir
[16]. Cikarilan iist diizey 6zellikler DVM ve SoftMax gibi tam baglantili katmanlar kullanilarak

siniflandirilir. Evrisimli sinir ag1 yapist Sekil 3.2°de verilmistir [35].

0 00 00
l'—p 1{olifole 2
[0l 00 Evrisimsel Havuzlama
0 0 0 0 0

Veri kiimesi  Giris giriintii

o

U

~

Diizlestirme

Evrisimli Katman | | Havuz Katmam

QOO OO0
0.0 Q0
O

Sekil 3.2. Evrisimli Sinir Ag1

15



3.2.1. Evrisim Katmam

Evrisimli sinir aglarina adin1 veren evrisim katmani, sinir baglantilarinin evrisim ile kuruldugu
0zel bir ileri beslemeli ag katmanidir [35]. Baglant1 agirliklar1 evrisim cekirdegi olarak da
bilinen bir dizi egitilebilir filtre ile temsil edilir. Bir evrisim katmaninin temel amaci, veri
kiimesinde ortak olan girdi kiimesinin yerel bélgelerindeki 6z nitelikleri belirlemek ve bunlarin
gorunimund bir 6z nitelige eslemektir. Evrisim islemi sirasinda, kayan bir pencere kullanilarak
tim gorintlye uygulanan dizlemdeki her filtre i¢in bir 6znitelik haritasi elde edilir. Sekil 3.3’te

evrigim katmanti i¢in bir 6rnek verilmistir.

1/1/1/0]0
o/1l1|1]o] |4
oxnoxolnl 1
olof1]1]o0
ol1]1]0]|0

Sekil 3.3. Evrisim Katmam Ornegi

3.2.2. Birlestirme Katmani

Bir ESA mimarisindeki her evrisim katmaninda, dnceki katmandan alinan 6z nitelik haritalar
tizerinde bir evrisim islemi gergeklestirilir. Ardi ardina gergeklestirilen evrisim islemleri ile ilk
katmanlarda nesnelerin kicuk bélimlerinden elde edilen 6z nitelikler sonraki katmanlarda
belirleyici hale gelmektedir. Birlestirme katmanlari evrisim katmani ¢iktisinin boyutlarini
azaltmak amaciyla kullanilmaktadir [37]. Birlestirme katmani kullanilmadan olusturulan bir
evrisimli sinir aginda elde edilen 6znitelik sayis1 istenmeyen bir sekilde yliksek olabilmektedir.
Bu kadar ¢ok sayida 6z nitelik ile yapilacak egitim, ¢cok yiiksek bir hesaplama giicii gerektirdigi
gibi egitimde asir1 uyum sorununa da neden olabilmektedir. Birlestirme katmaninin uygulama
amaci, uzamsal boyutu ve parametre sayisini azaltmak suretiyle giris olarak verilen 6z nitelik
haritasim1 asag1 orneklemektir. Ayrica evrisimli sinir ag1 mimarisinde birbiri ardina gelen
evrisim katmanlarindan sonra kullanilan birlestirme katmani ile 6z niteliklerin uzamsal
degismezligi bir dereceye kadar saglanmaktadir. Birlestirme katmaninda ortalama birlestirme,
maksimum birlestirme, L2-norm birlestirme gibi birka¢ yontem bulunmakla birlikte, yerel
bolgenin baskin olan 6z niteligini ortaya ¢ikaran maksimum birlestirme uygulamalarda siklikla

kullanilmaktadir [38]. Bu yontem hatay1 en yliksek yanitlarla yaymay1 sagladigi igin 6zellikle
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onemlidir. Clinkii ortalama alma isleminde siklikla karsilasilan gradyenlerin kaybolmasi riskini

onemli Olgiide azaltir.

13| 23
o\,'»“q 17’ 4 |
?O
3 13 17 11 | @t
5 3 1 23
7 1 | 2 3
11 17 1 4
Ay,
ergae 6 13
POOJ
tag 9 |2.s

Sekil 3.4. Birlestirme katman1 drnegi

3.2.3. Tam Bagh Katman

Evrisimli sinir aglar1 temelde 6z nitelik ¢ikarma ve smiflandirma olmak iizere iki asamadan
olugmaktadir. Orijinal ve harmanlanmis seviyeler 6zellik ¢ikarma adimi olarak hizmet ederken,
¢ikt1 katmani i¢in siniflandirma isleminde bir veya daha fazla tam bagli katman bulunur [16].
Katlama ve birlestirme islemi, yeterli bir 6z nitelik seviyesi olusturulana kadar devam edecektir.
Bir sonraki adimda bu 6z nitelikleri kullanarak bir sonu¢ degeri elde etmek icin bir
smiflandirma yapilir. Siniflandirma asamasinda elde edilen 6z nitelikler kullanilarak her sinif
icin bir olasilik degeri elde edilir. Siiflandirma sonucunun elde edildigi bu son katmanda ikili
siiflandirma i¢in sigmoid aktivasyon fonksiyonu kullanilirken, ¢ok sinifli ¢ikislar igin softmax
aktivasyon fonksiyonu kullanilmaktadir. Sekil 3.5°te bir tam bagli katman yapisindaki

baglantilar gosterilmektedir.

-

C ]
Sekil 3.5. Tam bagli katman yapisi
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3.2.4. Transfer Ogrenme Yontemleri

Transfer 6grenme yontemi bilgiyi dnceden egitilmis olan model {izerinden yeni olusturulan
modele aktarma iglemi olarak tanimlanabilir. Transfer grenmenin amaci, ¢ok ¢aba gerektiren
modelleri yeniden olusturmak yerine dnceden edinilen bilgiler kullanilip ve model gelistirme
stirecini Onemli Olcilide azaltarak model performansini iyilestirmektir. Arastirmacilar tarafindan
makine Ogrenmesi ile ¢oziilmek istenilen karmagik problemlerin sayisi arttikca transfer
O6grenme yontemi daha fazla talep edilebilir hale gelmektedir. Transfer 6grenme, ilk gorevden
edinilen bilgiler sayesinde ikinci gorevde hizli ilerleme ve gelismis bir performans

saglamaktadir [13].

3.2.4.1. AlexNet

AlexNet, 2012 yilinda yayinlanmistir ve 2012 ILSVRC'yi kazanan ilk ESA mimarileri
arasindadir. Bu mimari, yaklasik 22.000 kategoride, 7 seviyede ve 60 milyon parametrede 224
x 224 x 3 boyutlarinda yaklasik 15 milyon RGB goriintii verisinden olusur. Bu agin mimarisi,
LeNet'ten daha derin olmasi disinda ¢ok benzer. 11x11, 5x5, 3x3 filtreler ve her biri 4096 sinir
diigiimii ve maksimum 3x3 grubu olan 2 tam baglantili katmandan olusur. Optimizasyon
amaciyla, hiz1 6 kat artiran tanh aktivasyonu yerine ReLU aktivasyonu daha ¢ok tercih edilir
[14]. AlexNet yapis1 Sekil 3.6'da gosterilmektedir.

64 FC FC
60

24 SoftMax

y 10
384 384 192

256 409 4096

)

(]

Sekil 3.6. AlexNet yapist
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3.2.4.2. Densenet201

ESA'nin geleneksel tanitimi [25]'te bulunabilir. Bununla birlikte geleneksel ESA'da tim
katmanlar kademeli olarak baglanir. Bu durum agin daha derine ve daha genis bir alana
inmesini zorlastirir. ClnkU gradyen kaybolmasi sorunuyla karsilasilabilir. Bu problem icin
ResNet en az iki katmani atlayarak kisayol baglantisini kullanma fikrini sunmustur. Sekil 3.7°de

Densenet yapisi gosterilmektedir [4].

X0 Xy X2 X3 X4

kn /(u'l\' kn'Zl\' /\'1)*3/\’ /\'”“-'“\'

Sekil 3.7. Densenet201 Yapisi

3.3. Kullanilan Veri Tabani

Bu calismada Kaggle web sitesinden elde edilmis ve son yillarda ¢ok kullanilan MR beyin
goruntulerini iceren veri tabani kullanilmistir. Ayrica bu veri tabani en fazla hastalik tiirtinQ
iceren veri tabanlarindan biridir [34]. Bu veri taban1 Glioma, Meningioma , Pituitary ve timor
olmamasi durumlari i¢in 4 ¢esit siniftan olugmaktadir. Calismada kullanilan egitim ve test

kiimeleri asagida verilenTablo 3.1°deki gibi egitim ve test kisimlarina ayirilmastir.

Tablo 3.1. Calismada kullanilan egitim ve test kiimeleri

Tuamor Tard Egitim Sayis1 Test Sayisi
Glioma tumor 826 100
Meningioma timor 822 115
Tiimor olmamasi 395 105
Pituitary timor 827 74
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3.4. Onerilen Smmiflayie1 Algoritmalar:

3.4.1. ESA-Oto Kodlayic1 Hibrit Algoritmasi

Bu calismada oto kodlayicilar ve ESA Metoduna dayali yeni bir hibrit metot Onerilmistir.
Bunun i¢in ilk 6nce MRI goriintiisii alinir ve ESA Metodu kullanarak MRI goriintiisii analiz
edilir. Bu analiz sonucunda énemli olmayan detaylar silinir. Daha sonra derin oto kodlayicilar
kullanarak MRI goriintlisiinden daha iist diizey ozellikler ¢ikarilir. Oto kodlayici’nin son
katmani olan SoftMax c¢ikarilan 6zellikleri siniflandirmak i¢in kullanilir. Oto kodlayicilar ve
SoftMax birlestirilir ve siniflandirma sonucuna goére denetimli 6grenme islemi gergeklestirilir.

Calismada kullanilan yontem asamalar1 Sekil 3.8’de verilmistir.

1: Glioma
2: Meningioma

* 3: Timor yok

4: Pituitary

AlexNet Oto kod1 Oto kod2 Softmax

! 227x227x3

4096 ‘
800 ‘
a00 &

Sekil 3.8. Onerilen metot yapisi

Sekil 3.8°de siras1 ile Alexnet, birinci ve ikinci oto kodlayicilar ve siniflayici katmani Softmax

bulunmaktadir. Sekil 3.8’deki onerilen yap1 asagida aciklanmaistir.

e Herhangi bir boyuttaki goruntiler, bu ¢alismada 6n egitim modeli olarak kullanilan

AlexNet'in girig boyutu olan 227x227'ye otomatik olarak doniistiiriilerek kullanilir.

e Alexnet kullanmanin amaci, iki boyutlu dogrusal olmayan goriintiileri siniflandiricilar
kullanilarak kolayca simniflandirilabilen tek adetlik dogrusal 6z nitelik vektoriine
doniistiirmektir. Sonug olarak Alexnet ¢gikisinda 227x 227 boyutlu girig 4096 boyutlu ¢ikis
vektoriine doniistiiriiliir. Alexnet'in ¢iktist olan bu 4096 boyutlu 6z nitelik vektori, giris
gorilintiisiinlin st diizey 6zelliklerini temsil eder. Bu ¢alismada, AlexNet'in 4096%1 ¢ikis

vektorii derin seyrek oto kodlayicilara baglanmistir.
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e Derin seyrek oto kodlayicilar, 6zellik ¢ikarma i¢in kullanilan iki oto kodlayicidan ve
cikarilan ozellikleri siiflandirmak i¢in SoftMax'ten olusur. Bu ¢alismadaki asil 6nemli
konu, Alexnet'in ¢ikisinin ilk oto kodlayiciya nasil baglandigidir. Bu baglantt sekli
asagidaki Sekil 3.9°da verilmistir.

OTO KODLAYICI-1 OTO KODLAYICI-2
Girig Katmani Cikis Katmani | |Giris Katmani Cikis Katmani

Sikistinimis
oznitelik (800)

I 1 |_> SoftMax’a

Sekil 3.9. Kullanilan oto kodlayici sinir ag1 yapist

4096

Sekil 3.9°da da goriildiigi gibi oto kodlayicilar 6z nitelik vektorii boyutlarinin sayisini kademeli
olarak azaltir. Tk oto kodlayict Alexnet’ten giris katmanma gelen 4096 boyutlu 6z nitelik
vektori boyutunu 800'e ve ikinci oto kodlayici da 400'e diisiiriir. Oz nitelik vektori boyutunun
nasil secilecegine dair bir kural yoktur. Oto kodlayicilar i¢in boyut problemden probleme farkli
sekilde secilebildigi icin genel olarak ozellik vektori boyutu deneme yanilma teknikleri ile
bulunmaktadir. Birden fazla oto kodlayici uygulamanin amaci, girdi ozelliklerinin tim
bolumlerinin kaybolmadan ve veri kaybetmeden &grenilmesine yol agan Oznitelik sayisini
kademeli olarak azaltarak derin 6grenmenin avantajindan yararlanmaktir. Asagidaki kodda
gosterildigi gibi temsil edilen ilk oto kodlayict islevi matlab koduyla verilmistir.

SparseautoencoderSizel = 800;

sparseautoencoderl = trainAutoencoder (featuresTrain...

SparseautoencoderSizel,'MaxEpochs',10, ...

'L2WeightRegularization',0.004, ...

‘SparsityRegularization'4, ...
‘SparsityProportion’,0.15,'ScaleData’, false);

21



sparseautoencoderfeatl = encode (sparseautoencoderl, featuresTrain);

e SparseautoencoderSizel'in sectigimiz ilk oto kodlayicinin gizli katmanini temsil ettigi
deger 800'dir. Oto kodlayicinin egitiminde kullanilan dongiilerin sayisini ise maxEpoches
temsil eder. L2WeightRegularization, agin agirliklar1 i¢in bir L2 dizenleyicisinin
degeridir, ancak sapma degerini (bias) kontrol etmez. SparsityRegularization, seyreklik
diizenleyici etkisini kontrol eder. Ayrica, Seyreklik Oran1 (SparsityProportion), seyreklik
diizenleyici bir parametre olarak seyreklik oranini kontrol eder. Oto kodlayicilarin etkin bir
sekilde calistig1 aralik olan [0,1] arasindaki verileri normallestirmek i¢in ScaleData

kullanilir.
e Asagida ikinci oto kodlayict i¢in matlab kodu verilmistir.

SparseautoencoderSize2 = 400;

sparseautoencoder2 = trainAutoencoder (sparseautoencoderfeatl,
SparseautoencoderSize2, ... 'MaxEpochs',10,

'‘L2WeightRegularization',0.002, ...

'SparsityRegularization’, 4, ‘SparsityProportion',0.1, 'ScaleData’, false);
sparseautoencoderfeat2 = encode (sparseautoencoder2, sparseautoencoderfeatl);

Cikarilan ozellikler SoftMax tarafindan siniflandirilir. SoftMax fonksiyonunun matematiksel
modeli asagida sunulmustur, burada SoftMax'e girdi olarak gelen 800 x 1 boyutlu vektor x ile
temsil edilir. Deklem 3.3’de y etiketi (label) temsil ederken, modiile giren x vektorinin indisi
i1 (i=1,2,..,Kk)iletemsil edilir. Ayrica k 6rnek sayisini temsil eder.
xi

SoftMax(y) = —Z’1§=1 T (3.3)
SoftMax, girig 6zelliklerini siras1 ile beyin timori ve timor olmayan durum olarak “0001”,
“00107, “0100” ve “1000” ile temsil ederek siniflandirir. Beyin tiimorlerinin 0 ve 1'e
kodlanmasi, SoftMax’in sadece 0 ve 1 ile kullanabilmesinden dolayidir. Asagida Softmax’in
siiflama i¢in kullandig1 kod verilmistir.

softmaxnet = trainSoftmaxLayer (sparseautoencoderfeat2, YTrain, ‘MaxEpochs',10)

Egitim asamasinda dogrulama (validation) dogrulugunun en yiiksek oldugu degerler i¢in dongii

sayis1 belirlenmelidir.
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3.4.2. ESA-Karar Agaclar1 Algoritmasi

Karar agaclar1 ¢ok eski ve tinlii siniflandirict tekniklerinden biridir. Ancak bazi dezavantajlara

sahiptir. Bu dezavantajlar asagidaki gibidir.

e Verilerdeki kiiciik bir degisiklik, karar agacinin yapisinda biiyiik bir degisiklige neden

olarak kararsizliga neden olabilir.

e Bir Karar agaci i¢in bazen hesaplama, diger algoritmalara kiyasla ¢ok daha karmagsik

olabilir.
e Karar agaci genellikle modeli egitmek i¢in daha fazla zaman gerektirir.

e Karar agaci1 egitimi, karmasikligr ve aldigi zaman daha fazla oldugu icin nispeten

pahalidir.

Bu ¢alisgmada ESA ile ¢ikarilan 4096 6z nitelik vektori karar agaglari ile siniflandirilmistir.
Boylece hibrit ESA-Karar Agaci algoritmasi uygulanmistir. Asagidaki kod, Karar Agacinin test

islemini yapmasini saglamaktadir.

treeMd = fitctree(xTrain,YTrain);
treePredicate = predict(treeMd,xTest);
plotconfusion(YTest,treePredicate)

fitctree MATLAB ta ESA-Karar Agaci siniflandiricisini olusturmak i¢in kullanilan bir iglevdir.
xTrain ESA ile ¢ikarilan 6zellikler ve Y Train dzelliklerin etiketleridir.
3.4.3. ESA-Destek Vektor Makinesi Algoritmasi
DVM farkl alanlarda smiflandirma ve regresyon problemlerinde kullanilan ¢ok verimli bir
denetimli 6grenme teknigidir. Bu ¢alismada ESA ile ¢ikarilan 4096 6z nitelik vektorleri ESA-
Destek Vektor Makinesi ile kullanilarak siiflandirilmistir. Destek Vektér Makinesi igin test
asamasindaki siniflama islemi asagidaki MATLAB fonksiyonu ile saglanmaktadir.

svmMd = fitcecoc(xTrain,YTrain);

svmPredicate = predict(svmMd,xTest);

plotconfusion(YTest,svmPredicate)

fitcecoc fonksiyonu ile Destek Vektor Makinesi siniflandirma fonksiyonu olusturulmustur.
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3.4.4. ESA-K En Yakin Komsu Algoritmasi

Bu calismada ESA ile ¢ikarilan 4096 boyutlu 6z nitelik vektorleri K-en yakin komsu
algoritmast ile smiflandirilmistir. Bdylece hibrit ESA-KNN algortimast uygulanmig
olmaktadir. Bu hibrit algoritmay1 uygulamak icin MATLAB ortaminda asagidaki kodlar

kullanilmustir.

knnMd = fitcknn(xTrain,YTrain);
knnPredicate = predict(knnMd,xTest);

fitcknn fonksiyonu K-en yakin komsu algoritmasinin MATLAB ortaminda uygulamasini

saglar.

4. SONUCLAR

4.1. Dogrulama Teknigi (Validation Technique)

Veri, makine 6greniminin devam etmesini saglayan destektir. Bir makine 6grenimi ve derin
ogrenme modeli ne kadar gii¢lii olursa olsun kotii verilerle asla istenileni yapamaz. Rastgele
giirliltii bir modelin bozulmasina sebep olabilir. Dogrulama siireci neyin yanlis oldugunu
dogrudan bulamasa da siire¢ bize bazen modelin kararliliginda bir sorun oldugunu gosterebilir.
Verileri dogrulamanin en temel yontemi veriler tizerinde bir egitim/dogrulama/test islemlerinin
gerceklestirilmesiyle olusur. Bunun i¢in tipik bir oran 80/20 olabilir. Modeli egitim seti ile
egittikten sonra, kullanici tatmin edici bir performans metrigine ulagsana kadar sonuglar
dogrulamaya ve dogrulama kiimesi ile parametreleri ayarlamaya ge¢melidir. Bu asama
tamamlandiginda, kullanict performansini tahmin etmek ve degerlendirmek icin test seti ile
modeli test eder.

Monte Carlo ¢apraz dogrulama olarak da bilinen rastgele alt 6rnekleme, verilerin rastgele alt
kiimelere boliinmesine dayanir. Bu sayede alt kiimelerin boyutu kullanici tarafindan tanimlanir.
Verilerin rastgele boliimlenmesi, keyfi olarak sik sik tekrarlanabilir. Son olarak yapilan test
sayilart dogrulamalar1 toplanir ve toplam test sayisina boliiniir. Bu sayede asir1 6grenme

(overfitting) sikintisini ortadan kaldirmis olur.

4.2. Kansiklik matrisi (Confusion Matrix)

Bir karigiklik matrisi, bir siniflandirma modelinin performansini degerlendirmek i¢in kullanilan
bir N x N boyutlu matristir. Burada N sinif sayisidir. Bu matris ile gergek hedef degerleri ile

makine 6grenimi modeli tarafindan tahmin edilen degerler karsilastirir. Boylece siniflandirma
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modelinin ne kadar iyi ¢alistigina ve hangi hatalar1 yaptigina dair biitiinsel bir genel bakis sunar.

Karigiklik matrisinde birden fazla parametre bulunmaktadir. Agiklamalar1 asagida verilmistir.

Gercek Pozitif (TP): Tahmin edilen deger, gergek degerle eslesir. Gergek deger pozitifti ve

model pozitif bir deger 6ngordii seklinde yorumlanir.

Gercek Negatif (TN): Tahmin edilen deger, gercek degerle eslesir. Gergek deger negatifti ve

model negatif bir deger 6ngordii seklinde yorumlanir.

Yanlis Pozitif (FP): Tahmin edilen deger yanlis tahmin edildi. Gergek deger negatifti ancak

model pozitif bir deger 6ngordii seklinde yorumlanir.

Yanlis Negatif (FN): Tahmin edilen deger yanlis tahmin edildi. Gergek deger pozitifti ancak

model negatif bir deger 6ngordii seklinde yorumlanir.

Yukaridaki parametreleri kullanarak birden fazla kriter hesaplanir ve bu kriterler modellin
performansini  gosterir. Bunlarin  basinda dogruluk (accuracy) kriteri gelir, dogru
siiflandirilmig degerlerin sayisinin toplanmasi ve toplam deger sayisina boliinmesiyle
hesaplanir. Siniflandirma problemlerinde dogruluk kullanilan en 6nemli kriterlerden biridir. Bu

nedenle ¢alismada karsilagtirma i¢in dogruluk degeri kullanilmstir.

Pozitif ‘ Megatif ‘

Gercek Pozitif Yanhs Megatif Pozitif
Yanhs Pozitif ‘ ‘ Gercek Negatif ‘ ‘ Megatif ‘

Sekil 4.1. Karmagiklik Matrisi

Dogruluk (ACC), Denklem 4.1'de verildigi gibi temsil edilir.

(TP + TN) _ (TP 4+ TN)
(P +N)  (TP+TN+FP+FN)

Dogruluk (Acc) = (4.1)
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TP gergek pozitifi, TN gergek negatifi, P kosul pozitifi, N kosul negatifi, FP yanlis pozitifi ve
FN yanlis negatifi gosterir. Ayrica Duyarlilik (TPR), dogru olarak taninan pozitiflerin yiizdesini
hesaplar. Olglilen Duyarlilik Denklem 4.2'de verildigi gibidir.

TP
Duyarllhk (TPR) = (TP-{-—F]V) (42)

Ayrica, Ozgiillik (SPC), dogru olarak taninan negatiflerin yiizdesini hesaplar. Olgiilen
Ozgulluk Denklem 4.3’te gosterildigi gibidir.
TN

Ozgiilliik (SPC) = (FP + TN) (4.3)

Derin 6grenme teknikleri ile gelistirilen uygulama asagida belirtilen kisimlarda test edilmistir.
Bu ¢alismada kullanilan tiimér verileri 4 sinifta toplanir. Bunlar Glioma, Meningioma, Pituitary
timorlerini ve Timor olmamasi durumlarini kapsamaktadir. Veri kiimesi egitim ve test
gruplarma ayirilmistir. Once Onerilen yontem icin egitim gerceklestirilmistir ve sonra test
islemi yapilmistir. Calismada siniflama i¢in ESA ile hibrit olusturulan ESA-K en Yakin Komsu,
ESA-Karar Agaclari, ESA-Destek Vektor Makineleri ve ESA- Oto kodlayici kullanilir.

4.3 Kullamlan Hibrit Algoritmalarin Sonug¢lar

Calismada kullanilan hibrit algortimalar i¢in yapilan ¢alismalarin ortalama dogruluk sonuglari
asagidaki boliimlerde verilmistir. Her hibrit algoritma i¢in en yiiksek dogruluklar1 veren

sonuglar, kullanilan parametreler ile bu bolimlerde verilmistir.

4.3.1 ESA-Karar Agaclar: Sonuclari

ESA-Karar Agaci algoritmasi ile yapilan calismalarda Karar Agaglari kullanilarak elde edilen
sonugclar sekil 4.2°de sunulmustur. Calismada ESA-Karar Agaci algoritmasi ile dogruluk degeri
%75,9 elde edilmistir. Elde edilen sonuglar incelendiginde diisiik dogruluk degeri elde

edilmistir.

4.3.2 ESA-Destek Vektor Makinalar1 (DVM) Sonuclar:

ESA-Destek Vektor Makinesi algoritmasi ile yapilan ¢alismalarda elde edilen sonuglar sekil
4.3’te verilmistir. DVM ile elde edilen Dogruluk degeri gauss g¢ekirdek iglevi kullanilarak
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%76,9 bulunmustur ve polinom ¢ekirdegi ile %77,2 elde edilmistir. Bu dogruluk oranlar1 da

cok diigiik degerlerdir. Yaklagik her dort MR goriintiisiinden birinde hata yapilmas: demektir.

4.3.3. ESA-K En Yakin Komsu (ESA-KNN) Sonuclari

Bu bolimde K-en yakin komsu algoritmasi ile elde edilen sonuglar ti¢ farkli senaryoda test
edilmistir. Deneysel g¢aligmalarda en yiliksek dogruluk %79,4 degeri K=3 komsuluk i¢in
bulunmustur. ESA-KNN algoritmasinin dogruluk sonucu, ESA-Karar agac¢lart ve ESA-DVM
algoritmalarina gore daha iyi sonuglar vermistir. Ayrica, K=5 i¢in dogruluk %78,7 ve K=7 icin
%78,1 bulunmustur.

4.3.4. ESA- Oto Kodlayic1 Algoritma Sonuclar:

Oto kodlayici ile elde edilen sonuglar detayli olarak asagida verilmistir. ESA kullanilarak elde
edilen 6z nitelikler ilk oto kodlayiciya girdi olarak verilir. ilk oto kodlayici sekil 4.2 teki gibi
verinin boyutunu 4096’dan 800 indirir.

Encoder Decoder

gl g g

Sekil 4.2. Birinci Oto Kodlayici

Birinci oto kodlayici ile elde edilen 6zellikler gizli katmandan ikinci oto kodlayiciya iletilir. 1k
oto kodlayicidan 800 6zellik elde edilmistir. Bu 6zellikler ikinci oto kodlayici ile 400 6zellige

indirilir. Ikinci oto kodlayicinin yapist sekil 4.3 da gosterilmistir.

Encoder Decoder

3o (5

200
Sekil 4.3. Ikinci Oto Kodlayici

Elde edilen 400 6z nitelik SoftMax kullanarak siniflandirilir. Bu kisimda SoftMax denetimli
o0grenme teknigi olarak calisir ve daha dnceki adimda oto kodlayici ile ¢ikarilan 6zellikleri

smiflandirir. SoftMax’in yapis1 Sekil 4.4’te sunulmustur.
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Softmax Layer

4

Sekil 4.4. SoftMax Yapist

Son adimda iki oto kodlayici ve SoftMax birlestirilir ve egitim gerceklestirilir. Olusturulan bu
yapi sekil 4.5’te verilmistir.

s

Sekil 4.5. iki Oto Kodlayic1 ve SoftMax Birlestirilmis Yapisi

ESA- Oto Kodlayicr algoritmasi kullanilarak bulunan dogruluk sonuglari agsagidaki Sekil 4.6’ da

verilmigtir.

Confusion Matrix

. 74 0 0 3 96.1%
Glioma 18.8% 0.0% 0.0% 0.8% 3.9%
e 0 105 0 1 99.1%
Meningloma 0.0% 26.6% 0.0% 0.3% 0.9%
w
w
s
(&)
S Timor yok 0 0 115 9 92.7%
s 0.0% 0.0% 29.2% 2.3% 7.3%
=
o
Pituitary 0 0 0 87 100%
0.0% 0.0% 0.0% 22.1% 0.0%
100% 100% 100% 87.0% 97.7%
0.0% 0.0% 0.0% 13.0% 3.3%

Glioma  Meningioma Timoryok Pituitary

Target Class

Sekil 4.6. ESA-Oto kodlayici ile elde edilen dogruluk sonuglari
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Ayrica rastgele capraz gecgerleme ile 5 adet test ve: egitim kiimesi olusturulmus ve 5 test islemi
yapilmistir. Test ile li¢ farkli parametre hesaplanmistir. Bunlar deneysel ¢alismalarda ortalama

Dogruluk (Acc), Duyarlilik (TPR), Ozgiilliik (SPC) degerleri olarak sirasi ile 97.7 %, 96.524%,
96.874% elde edilmistir.

100
99

98

~

[e)]

Performans (%)

9
9
9

93 |I || II ‘l II |I

(93]

9

~

Test 1 Test 2 Test 3 Test 4 Test5 Ortalama
Test

B Dogruluk (Acc)  m Duyarlihk (TPR) Ozgiilliik (SPC)

Sekil 4.7. Rastgele ¢capraz gecerleme test sonuglari

Ayrica Onerilen ESA- Oto Kodlayict algoritmasi dogruluk orani 6nceden yapilmis ¢aligmalar
ile karsilagtirnlmigtir. Bu karsilastirma Tablo 4.1°de beyin tiimorii tespiti ile ilgili giincel olan

calismalari icermektedir.

Tablo 4.1. Karsilastirma Tablosu

\Veri Seti
Kaynak Sene | Yontem Siniflandirma Accuracy (%)
Sekli
Ghassemi et|2020 [GAN + ConvNet|Glioma, Kaggle [34] |195.6%
al [26] (rastgele bolme) meningioma and
pituitary
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Hashemzehi [2019 |hibrit ESA-|Glioma, Kaggle [34] 195%
etal [27] NADE meningioma and

pituitary
Singh et al{2020 [C-Ortalama Glioma, Kaggle [34] 191.24%
[28] +DVM meningioma and

pituitary
Sultan et al[2019 |ESA Glioma, Kaggle [34] 196.13%
[55] meningioma and

pituitary
Kabir 2019 |ESA + Genetik|Glioma, Kaggle [34] 194.2%
Anaraki [56] algoritma meningioma and

pituitary
Sajjad et al.[2019 |ESA Glioma, Kaggle [34] 194.58 %
[57] meningioma and

pituitary

classification
Cheng et al.|2015 [GLCM Glioma, Kaggle [34] 191.43%
[58] meningioma and

pituitary

classification
Onerilen 2021 |ESA+Oto- Glioma, Kaggle [34]97.7%
yontem kodlayicilar meningioma,

Classification

pituitary, ve Normal
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Tablo 4.1 de 6nceden yapilan ¢aligmalar ile bu ¢calismanin arasinda karsilagtirma yapilmaistir.

[26]’da Onerilen ydntem, beyin simetri analiz yontemine ve bdlge tabanli ve sinir tabanli
boliitleme yontemlerini birlestiren bir hibrit yaklasima dayanmaktadir. Segmentasyon siireci ¢
ana asamadan olusmaktadir. Ilkinde, herhangi bir giiriiltiiyii gidermek ve beyni kafa
goriintlisiinden ¢ikarmak i¢in goriintiiye 6n isleme uygulanir. Bu ¢aligmada kullanilan yontem

%95,6 dogruluk elde etmistir.

[27] de Onerilen sistemde, ilk &nce kendi kendini organize eden harita sinir ag1 (self-organising
map neural network), ayrik dalgacik doniisiimii karisim dalgaciklarindan ¢ikarilan 6znitelikleri
analiz eder ve sonugta ortaya c¢ikan Ozellikleri, K-en yakin komsu tarafindan egitilir ve test

siireci de iki asamada gerceklestirilir. Onerilen yontem %95 dogruluk elde etmistir.

[28]’de Onerilen yontem, destek vektor makinesi (DVM) ve beyin tum@rindn tahmini igin
hibrit bir teknik olan bulanik c-ortalamalarin (fuzzy c-means) bir kombinasyonudur. Bulanik c-
ortalamalar kiimelemesi, beyin MRG goriintiisiindeki siipheli bolgeyi tespit etmek i¢in
goriintiiniin segmentasyonu igin kullanilir. Sonra, DVM smiflandirmak igin kullanilir. Onerilen

yontem %91,24 dogruluk elde etmistir.

[55]’de, herkesin kullanabilecegi iki veri kiimesi kullanilarak farkli beyin tiimorii tiplerini
smiflandirmak i¢in evrigimli bir sinir agina dayali timorleri (meningiom, glioma ve hipofiz
tiimorii) olarak smiflandiran bir model 6nerilmistir. Onerilen ag yapis1 %96,13 dogrulukla

degerine ulagsmustir.

[56]’da Onerilen yontemde, CNN'nin mimarisi (yapist), genellikle deneme yanilmaya dayali
veya Onceden tanimlanmig ortak yapilar: benimseyen mevcut bir derin sinir ag1 mimarisi se¢gme
yontemlerinden farkli olarak GA kullanilarak gelistirilmistir. Ayrica tahmin hatasinin
varyansini azaltmak i¢cin GA tarafindan gelistirilen en iyi model iizerinde bir kiimeleme

algoritmasi kullanilir. Siniflandirmada %90,9 dogruluk elde edilmistir.

[57]’de yeni bir ESA tabanli ¢ok dereceli beyin tiimorii siniflandirma sistemi 6nerilmistir. Tk
olarak bir MR goriintiisiindeki tiimor bolgeleri derin 6grenme teknigi kullanilarak bdliimlere
ayrilir. Ikinci olarak onerilen sistemi etkili bir sekilde egitmek i¢in kapsamli veri bilyiitme
kullanilir ve beyin tiimorii siniflandirmasi igin veri eksikligi probleminden kaginilir. Son olarak,
onceden egitilmis bir ESA modeli beyin timorii sinif siiflandirmasi igin artirilmis veriler

kullanir. Onerilen yontem ile 94.58 % dogruluk elde edilmistir.
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[58]’de smiflandirma performansini artirmak igin bir yontem &nerilmistir. Ilk olarak, orijinal
timor bolgesi yerine ROI ile goriintii genisletme gergeklestirilip biiyiitilmiis timor bolgesi
kullanilmaktadir. CUnkl tumor cevresindeki dokular da timor tipleri icin énemli ipuglar
sunabilir. Ikincisi, artirilmis tiimor bolgesi giderek daha ince halka seklindeki alt bolgelere

boliiniir. Onerilen yontem 97.15 % dogruluk oran1 gdstermistir.

Bu calismada ise ESA temelli 4 adet hibrit siniflandiric1 algoritmas1 onerilmistir. Ilk asamada
ESA ile 4096 0z nitelik katsayilar1 ¢ikarilmistir. Bu 6z nitelikler genellikle bir¢ok ¢aligmada
yiiksek dogruluk orani sunar. Bu c¢alismada, ESA tek basina yetersiz kalmistir ve ESA ile
cikarilan 6zellikler siniflandirma asamasinda 80% altinda sonuglar gostermistir. Elde edilen
sonuglar ESA-karar agaclari ile %75,9, ESA-DVM ile %76,9 ve ESA-K en yakin komsu ile
%79,4 sonuglar elde edilmistir. Bu dogruluk oranlarina gore bu 3 hibrit algoritmay1 saglik
alaninda kullanmak igin ¢ok yetersizdir. Son olarak, ESA-oto kodlayici algoritmasi ile %97,7
dogruluk degerine ulasilmigtir. Bu sonu¢ igin ilk oto kodlayicidan 800 ve ikinci oto
kodlayicidan 400 0z nitelik ¢ikarilmistir. SoftMax ile bu ¢ikarilan yiiksek seviyeli 400 6zellik

ile siniflandirma islemi yapilmistir ve elde edilen dogruluk %97,7 olmustur.
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